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Resumo: O estado do Parand ocupa uma posicdo importante no cendrio nacional na
producdo de soja, sendo responsavel por mais de 18% da producao brasileira,
produzindo mais do que o quarto maior produtor mundial, a China. Para monitorar a
producdo agricola, a informagdo de area é fundamental neste processo. Diversas técnicas
e métodos podem ser empregados, incluindo algoritmos de Aprendizado de Maquina
(Machine Learning). Logo, este trabalho tem como objetivo comparar quatro técnicas de
aprendizado de maquina para mapear a area de soja a partir de imagens do sensor
Landsat-8 no estado do Parand, durante a safra de verdao 2013/2014. Os algoritmos
empregados no processo foram o Random Forest (RF), Model Averaged Neural Network
(MANet), Classification and Regression Trees (CART) e o Extreme Learning Machine
(ELM). Todos receberam os mesmos dados de treinamento (38 areas de soja e 28 areas
ndo-soja) e as bandas de 1 a 7 do sensor Landsat-8 no tile 223/77 do dia 18/12/2013. A
avaliacdo da acuracia (Exatiddo Global e indice Kappa) foi realizada para cada
classificacao, sendo que técnica MANet apresentou os melhores resultados (Kappa =
0,9993 e EG = 0,9505) e o ELM o pior (Kappa = 0,9980 e EG = 0,8855).

Palavras-chave: Random Forest, Neural Network, Extreme Machine Learning, CART,
culturas de verao.

Comparative analyses techniques among Machine Learning to classify soybean
areas in Western region of Parana from Landsat-8 images

Abstract: The state of Parana is an important soybean producer in the national scenario,
being responsible for more than 18% of the Brazilian production. This share alone is
bigger than China’s, the fourth world producer. In order to monitor crops, it is essential
to have concise information about the cultivated area, which can be calculated with
several available techniques, including machine learning. Thus, this paper aims to
compare four machine learning algorithms for mapping the soybean area, using
Landsat-8 images of the west of Parana during the 2013/2014 season. The algorithms
compared in this study were the Random Forest (RF), Model Averaged Neural Network
(MANet), Classification and Regression Trees (CART), and Extreme Learning Machine
(ELM). All algorithms were trained with the same data (38 soybean areas and 33 non-
soybean areas) and used the bands 1 to 7 from the Landsat-8 tile 223/77, from
December 18th, 2013. Each method was rated per its accuracy (Global Accuracy - GA -

Acta Iguazu, Cascavel, v.6, n.3, p. 65-78, 2017



66

SILVA et al.

and Kappa index), where higher numbers mean the algorithm is considered better. The
results showed that MANet presented the higher results (Kappa = 0,9993 and EG =
0,9505) and ELM technique the lowest (Kappa = 0,9980 e EG = 0,8855).

Keywords: Random Forest, Neural Network, Extreme Machine Learning, CART, summer

crops.

Introducao

A producao agricola brasileira
representa uma parcela expressiva da
economia do paifs, alavancando o
desenvolvimento de regides e inovagoes
tecnolégicas voltadas para 0
agronegdécio, abrangendo industrias de
insumo, distribuicdo e logistica, como
também a unidade produtiva. Segundo a
FAO (OECD/FAO, 2015) o setor
agroindustrial brasileiro deve atingir,
em 2024, o patamar de 69,4 milhdes de
hectares plantados com oleaginosas,
graos brutos, arroz, dentre outras
culturas. Atualmente as principais
culturas de verdo paranaense sdo a soja
e 0 milho (CONAB, 2016). Em virtude da
importancia agricola, se faz necessario o
acompanhamento agricola para
obtencdo de estimativas confiaveis de
safra, que sdo informagdes cruciais para
os integrantes da cadeia agropecuaria,
desde o produtor até o consumidor
(COUTINHO et al., 2013; JOHANN et al,,
2012). Além de avaliar o potencial
produtivo de cada regido para atender a
demanda crescente de alimento e
também a gestdo dos recursos
ambientais (ATZBERGER, 2013;
THENKABAIL, et al., 2012).

Em funcdo da aquisicao de
informagbes a baixo custo, com maior
antecedéncia e menor custo operacional,
o uso do sensoriamento remoto
associado a técnicas de mineragcdo de
dados para otimizar o mapeamento de
culturas agricolas apresenta-se em
diversos trabalhos como uma
alternativa viavel. Silva Junior et al
(2017), Grzegozewski et al. (2016);
Johann et al. (2012) e Souza et al. (2015)
elaboraram  metodologias para o

monitoramento de areas agricolas
utilizando o sensor MODIS (Moderate
Resolution Imaginig Spectroradiometer).
Embora eficazes, estas metodologias sao
onerosas, envolvendo varios processos
manuais, demandando tempo de
aperfeicoamento para o resultado final.
Além disso, estas metodologias utilizam
o sensor MODIS, com resolugao espacial
de  250m, para execug¢do do
mapeamento.

Com finalidade de incrementar a
representatividade dos alvos em estudo,
pode ser uma opg¢do, utilizar sensor
Landsat 8, com resolucdo espacial de 30
m. De forma que, em busca de
metodologias mais rapidas e
automatizadas, os algoritmos de
aprendizagem de maquina (Machine
Learning) apresentam possibilidades a
serem exploradas no setor agricola.

O aprendizado de maquina é uma
das etapas da Descoberta de
Conhecimento em Banco de Dados
(Knowledge Discovery From Data -
KDD). A metodologia KDD baseia-se em
uma sequéncia de processos iterativos e
tem como base, encontrar relacdes ou
padrdes ocultos em bases de dados, a
fim de converter dados brutos em
informacbes Uteis e conhecimento
(FAYYAD et al., 1996; TAN et al.,, 2009).
O KDD voltado a classificacio de
imagens pode ser operado de forma
supervisionada e ndo supervisionada.
Nos métodos supervisionados o usudrio
dispde de informagdes que permite a
identificacao das classes, enquanto que
o software enquadra os pixels das
imagens nas classes informadas. Ja o
método ndo supervisionado, o préprio
algoritmo define as classes por
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semelhancas e homogeneidades dos
pixels.

Neste sentido, algoritmos como
Random Forest (RF), Model Averaged
Neural Network (MANet), Classification
and Regression Trees (CART) e Extreme
Learning Machine (ELM) apresentam a
capacidade de utilizar as informacgdes de
dados de treinamento (TrainData) para
construir modelos que permitem a
classificacado dos dados de interesse.
Neste contexto, o objetivo deste trabalho
foi comparar os algoritmos de
aprendizagem de maquina em relagdo a
sua capacidade de mapear areas de
cultivo de soja utilizando-se de imagens
Landsat-8 para a regido oeste do Parana.

Material e Métodos
Area em estudo

A area de estudo foi o tile
223/077 (Orbita/Ponto) compreendido

54°0'0"W 53°0'0"W 52°0'0"W 51°0'0"W 50°0'0"W

na mesorregiao Oeste (Figura 1),
localizada no estado do Parana. O
mapeamento da area de soja, para a
safra 2013/2014, empregou a cena do
dia juliano 352 de 2013 (18/12/2013)
proveniente do sensor Landsat-8,
abrangendo uma area de 5.288,89 mil
ha. A cena selecionada contempla alvos
de soja em diferentes estadios
vegetativos, pelo fato do Parana
apresentar  diferentes datas de
semeadura (JOHANN et al, 2016), com
intuito de representar os alvos de soja.
Outro fator preponderante na selecao da
cena do sensor é a aquisicido de uma
imagem com baixa incidéncia de nuvens,
visto que estas prejudicam a
identificacdo da cultura pelo algoritmo,
afetando a sua capacidade de
classificacao de alvos (RUDORFF et al,,
2007; SUGAWARA; RUDORFF; ADAM],
2008).
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Figura 1. Mapa de localizacgdo do tile 223 /77 na regido Oeste do Estado do Parana.

Dados de Entrada (Input)

A selecdo dos dados de
treinamento, TrainData, (Figura 2)
empregou a composicdo RGB-564 (falsa
cor) do Landsat-8, que proporcionou a
identificacdo visual dos alvos em fungao
de sua interacdo com a radiagao

eletromagnética  (RIZZI; RUDORFF,
2005). Logo, selecionou-se de forma
aleatéria e representativa, 38 areas de
soja e 28 areas que ndo apresentam a
cultura da soja (abrangendo alvos de
milho, floresta, corpos hidricos, cidades
e solo exposto). Além disso, ndo houve
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validagdo de campo com os alvos
selecionados.

Assim, todos os algoritmos
receberam o mesmo TrainData de forma

dicotdmica. Isto é, areas de soja foram
marcadas como 1 e areas que nao
continham soja foram marcadas como 0
no TrainData.
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Figura 2. Composicdo RGB564 do sensor Landsat-8 exemplificando a selecdo de dados

de treinamento (TrainData).

O input dos algoritmos foram as
bandas 1 a 7 do sensor Landsat-8 e o
TrainData. Utilizou-se o software R
versdo 3.3.1 (R Development Core Team,
2016) e os métodos de classificagao
Random Forest (RF), Model Averaged
Neural Network (MANet), Classification
and Regression Trees (CART) e Extreme
Learning Machine (ELM) em sua
configuracdo default. Para isto, foram
utilizados os pacotes: raster (HIJMANS,
2016); caret (KUHN et al, 2016); rgdal
(BIVAND et al, 2016); elm (GOSSO,
2015); rpartScore (GALIMBERTI et al,
2012) e nnet (VENABLES & RIPLEY,
2002).

Random Forest (RF)

O algoritmo Random Forest,
disponibilizado por Santacruz (2015), é
um método de aprendizado nao
supervisionado que se propde agrupar
variaveis de entrada de dados por meio
de varias arvores de decisao,
construidas no momento de

treinamento do método (TrainData)
(OSHIRO, 2013). O algoritmo cria
multiplas arvores de decisdo, treinadas
por meio da selecdo aleatdria de dois
tercos dos atributos contidos no
TrainData, enquanto o um terc¢o restante
¢ empregado na validacdo cruzada da
arvore gerada (BREIMAN, 2001). A saida
do classificador é dada pela classe que
foi retornada como resposta pela
maioria das arvores pertencentes as
classificacdes (TAN et al., 2009). Apés a
execucdo dos processos, o classificador
tem como saida o indice Kappa, Exatidao
Global (EG) e o mtry (numero de
preditores aleatoriamente utilizados,
parametro do modelo de classificacao),
definido pela selecdo aleatdéria de
preditores como candidatos para
realizar a separacdo de cada no.

Model Averaged Neural Network
(MANet)
No algoritmo MANet, o mesmo
modelo de rede neural é ajustado
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utilizando diferentes sementes de
numeros aleatdrios (vetores quaisquer
do TrainData), apresentando
pontuagdbes no modelo que sao
calculadas pela média, sendo traduzidas
posteriormente para cada uma das
classes previstas (VENABLES & RIPLEY,
2002). Este modelo possui os seguintes
parametros: Nhid e decay, que
corresponde ao numero de unidades
escondidas e a perda de pesos,
respectivamente.

Classification and Regression Trees
(CART)

CART é um algoritmo ndo
paramétrico, com o objetivo de
investigar possiveis relacdes entre os
dados de origem a procura de critérios
de divisdo. Estes critérios sao
organizados por meio de tomadas de
decisdo (nés), sendo subdivididos
conforme o grau de similaridade entre
as variaveis analisadas. A arvore de
classificacao é construida utilizando a
funcdo de impureza generalizada Gini,
em que os custos de classificacdo errada
sdo dados pelas diferengas absolutas ou
quadradas nos escores atribuidos as
categorias da resposta (GALIMBERTI;
SOFFRITTI; MASO, 2012). Entretanto,
estas arvores de classificacio podem
apresentar elevados niveis de
complexidade, necessitando de uma
otimizacdo. A redu¢do dos nés e
ramificagdes (folhas) insignificantes da
arvore (TIMOFEEV, 2004) é executada
pelo parametro cp (GALIMBERTI;
SOFFRITTI; MASO, 2012).

Extreme Learning Machine (ELM)
Extreme Machine Learning (ELM)
¢ uma rede neural, organizada em trés
camadas: entrada (input), intermediaria

(denominada como Simple Hidden Layer
Feedforward Networks - SFLN) e saida
(output), transmitindo os sinais em uma
Unica dire¢do (entrada-saida). O método
de treinamento do SLFN ndo necessita
de ajuste iterativo, nem de parametros
de ajuste como taxa de aprendizado, etc.,
quando comparado a outros algoritmos
tradicionais de aprendizagem baseados
em gradiente (HUANG et al, 2012). O
conceito principal do método estd na
inicializacdo aleatéria dos pesos
utilizados na camada SLFN, que tem
como objetivo alcan¢ar o menor erro de
treinamento e a menor norma dos pesos
de saida para alcangar  boas
generalizagdes (PENG; LI; TANG, 2013).
Estes pesos sdo atribuidos as conexdes
entre os neuronios de entrada e os pesos
contidos na SFLN, e entre as conexodes
dos neuronios contidos na SFLN, e os
pesos de saida, ndo necessitando de
ajuste inicial (HUANG; SIEW, 2005). Ao
longo das camadas o método utiliza uma
funcdo de ativacdo, que tem como tarefa
normalizar os valores de entrada num
intervalo entre 0 e 1. Neste algoritmo
conforme o Nhid (Number of hidden
neurons  selected) emprega-se  as
seguintes funcdes de ativacdo: seno
(sin), linear (purelinear), Radbas (Base
radial, ou RBF), Tansig (tangente
hiperbdlica).

Avaliagdo das classificagées

Os procedimentos de
classificacdo foram realizados com as
sete bandas do Landsat-8 sem nenhum
pré-processamento e utilizou-se o
método Bootstrap com 25 repeticoes
para amostragem e calculo dos indices
Kappa (Equagdo 1) e Exatidao Global
(EG - Equagao 2) (CONGALTON &
GREEN, 1999).
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ec=2+100 (2
m

Em que: n = nimero de amostras; m = nimero de pontos amostrais; r = nimero de
linhas da matriz de erro; x;; = observacdo na linha i e coluna i; x;. = total marginal da linha
i; x; = total marginal da coluna, e A = acerto geral (pontos amostrais com acertos).

As classificagdes e as métricas do
Kappa e Exatiddo Global foram
executadas a partir de uma adaptagao
do script disponibilizado por Santacruz
(2015), elaborado na linguagem R. A
partir destes indices, adotou-se como
critério de avaliagdo dos métodos os que
apresentaram a maior acuracia e EG.
Com o intuito de avaliar os possiveis
erros de omissdao e inclusdo nos
mapeamentos elaborados, estes foram
avaliados visualmente.

Resultados e Discussao
Visando a reducao do tempo

necessario para elaborar o mapeamento
do uso e ocupacgdo do solo, técnicas de

aprendizado de maquina vem sendo
utilizados (CECHIM-JUNIOR; JOHANN;
ANTUNES, 2017; SALMONA; PAIVA;
MATRICARDI, 2016; SOUZA et al,, 2016).
Os quatro algoritmos analisados seguem
duas heuristicas distintas em
procedimentos de classificagdo em
tarefas de mineracdo de dados; redes
neurais e arvores de decisdo, em que
MANet e ELM definem-se como redes
neurais, enquanto RF e CART como
arvores de decisdo. Embora sigam
metodologias distintas, os métodos
utilizados  classificaram as  dareas
cultivadas com soja no tile 223/77 do
sensor Landsat-8 (Tabela 1),
apresentando EG e Kappa superiores a
0,95 e 0,88, respectivamente.

Tabela 1. Estatisticas de Exatiddo Global e Kappa dos algoritmos CART, ELM,

MANet e RFL.
Algoritmo Parag;etros Exatidao Global Kappa
0,0 0,9980 0,9949
CART 0,5 0,9980 0,9949
1,0 0,7398 0,0000
Nhid Fun.(;(”)es: de
Ativacao
1 Sin 0,5662 0,0642
1 Radbas 0,7656 0,0000
1 Purelin 0,6670 0,0497
1 Tansig 0,6647 0,1464
ELM 3 Sin 0,5740 0,0724
3 Radbas 0,7655 0,0002
3 Purelin 0,9416 0,8619
3 Tansig 0,7875 0,1250
5 Sin 0,5768 0,0872
5 Radbas 0,7651 0,0010
5 Purelin 0,9505 0,8855
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5 Tansig 0,7869 0,0956
Size Decay
1 0,0000 0,7351 0,0000
1 0,0001 0,7444 0,0372
1 0,1000 0,9566 0,8395
3 0,0000 0,7351 0,0000
MANet 3 0,0001 0,8481 0,4217
3 0,1000 0,9993 0,9980
5 0,0000 0,7431 0,0349
5 0,0001 0,8724 0,5181
5 0,1000 0,9991 0,9978
Mtry
RF 2 0,9990 0,9975
4 0,9985 0,9961
7 0,9985 0,9961

10s valores em negrito foram os adotados para a classificacao.

Os critérios de escolha para
selecionar o melhor método de
classificacao foram a Exatiddao Global e o
indice Kappa. Neste sentido, o algoritmo
MANet apresentou maiores indices de
acuracia (EG = 0,9993 e Kappa =
0,9980).

O algoritmo RF obteve o segundo
melhor desempenho (EG = 0,9990 e
Kappa = 0,9975) dentre os quatro
métodos de aprendizado de maquina
empregados. Este classificador é
amplamente utilizado com dados de
sensoriamento remoto para a
classificacao do uso e ocupacgao do solo,
seja utilizando dados multiespectrais ou
hiperespectrais, apresentando
resultados satisfatorios em comparagao
aos demais métodos, conforme exposto
na revisao bibliografica sobre o método
elaborada por Belgiu e Dragu (2016).
Abdel-Rahman (et al., 2014) comparou a
eficiéncia dos classificadores RF e SVM
(Supported Vector Machine) para
detectar infestacao de pragas em areas
de pinus através de imagens
hiperespectrais, destacando que ambos
apresentam resultados semelhantes (EG
de 74,50% na classificacdo elaborada
por RF e 73,50% para SVM, empregando
todas as bandas espectrais do sensor

AISA Eagle). Na classificagdo do uso e
ocupacao do solo, integrando imagens
do sensor Landsat-5 a um modelo digital
do terreno do local em estudo, este
também apresentou um EG de 92% e
Kappa de 0.92, conforme exposto por
(RODRIGUEZ-GALIANO et al,, 2012).

Além disso, RF é considerado um
algoritmo adequado para classificacdao
de dados espectrais, apresentado a
vantagem de ndo ser tdo sensivel ao
sobre-ajuste dos dados de entrada
(BELGIU; DRAGU, 2016). Gislason,
Benediktsson e Sveinsson (2006)
elucidaram que este método €é mais
rapido no treinamento de dados, quando
comparado com o método boosting.
Embora CART e RF adotem arvores de
decisdo para executar o processo de
classificacao, o desempenho superior de
RF justifica-se pelo seu método de
classificacdo, ja que este adota um
conjunto de arvores de decisdo para
elaborar sua classificacdo, enquanto
CART conta com uma unica arvore
(GISLASON; BENEDIKTSSON;
SVEINSSON, 2006).

ELM é considerado um algoritmo
robusto por apresentar elevada gama de
fungoes de ativacdo e rapido processo de
aprendizagem, quando comparado a
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outros métodos como BP (Back
Propagation) e SVM (WANG; CAO;
YUAN, 2011). Chang (et al, 2010)
empregou o classificador PL-ELM (uma
variacdo do método ELM original) para
classificacao do uso e ocupacdo do solo
através do sensor SPOT-5, resultando no
Kappa de 0,8976 e EG de 92%. Acredita-
se que o desempenho baixo, quando
comparado aos demais métodos
empregados, se justifica pelo processo
de treinamento dos dados de entrada
(TrainData), em razdo deste ser
responsavel pela construgdo da
classificacdo da imagem associado as
funcdes de ativacdo empregadas, como
também o numero de camadas ocultas
(CHEN etal., 2014).

O algoritmo ELM classificou uma
area superior aos demais, totalizando
1.139 ha de soja, ou seja, um acréscimo
de 8,17% de area em relagdo ao método
MANet (Tabela 2 e Figura 3). Os
algoritmos MANet, CART e RF
resultaram em areas de 1.053 ha, 1.027
ha e 952 ha, respectivamente. Embora a
diferenca de area entre as técnicas
adotadas sejam relativamente pequenas
(Tabela 2), uma avaliagdo visual dos
mapeamentos - pela composicao falsa-
cor RGB-564 - evidencia erros de
inclusdo e omissao de alvos. A técnica
ELM incluiu erroneamente dareas de
milho (na tonalidade marrom) na

estimativa (Figura 4), resultando no
acréscimo indevido de area. O algoritmo
RF apresentou a menor area em fungao
da nao inclusao de alvos de soja no
mapeamento (Figura 5).

Ja Chan e Paelinckx (2008)

avaliaram a classificacao em
mapeamentos de regioes
ecologicamente = homogéneas, com

airborne  hyperspectral imagery, e
obtiveram EG de 0,6880 para RF e
0,6950 com o algoritmo Adaboost.
Mapeamentos de milho e soja
com base na fenologia das culturas,
adotando séries temporais provenientes
do sensor MODIS, obtiveram menor
acuracia a nivel estadual. Zhong et al.
(2016) obteve uma acuracia de 87,2% e
indice Kappa de 0,8040. Grzegozewski
et al. (2016) obteve EG de 0,8775 e
Kappa de 0,7500 para o ano safra
2013/2014 e EG de 0,8675 e Kappa de
0,7400 para o ano safra 2012/2013 para
a cultura da soja. Também para o
Parana, Souza et al. (2015) obteve EG de
0,8600 e Kappa de 0,7800 para o ano
safra de 2010/2011 utilizando o indice
WDRVI (Wide Dynamic Range Vegetation
Index). Observa-se, portanto, que os
algoritmos utilizados apresentaram
indices de acuracia elevados e podem
ser utilizados para mapeamentos de soja
na regido oeste do Parana.

Tabela 2. Area da cultura da soja obtida pelos algoritmos CART, ELM, MANet e RF no

mapeamento da cena 352 do sensor Landsat-8.

Cultura Algoritmo Area (mil ha) Diferenca MANet e Algoritmos (%)
CART 1.027 2,47
Soja ELM 1.139 8,17
MANet 1.053 -
RF 952 9,59
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Figura 3. Mapeamento de soja do tile 223/077 na regido Oeste do Estado do Parana por
meio dos algoritmos de aprendizado de maquina RF, CART, ELM e MANet.
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Figura 4. Comparativo dos alvos de milho entre os mapeamentos do tile 223/077 na
regido Oeste do Estado do Parana.
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Figura 5. Comparativo dos alvos de soja entre os mapeamentos do tile 223/077 na
regido Oeste do Estado do Parana.
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Conclusoes

O uso de algoritmos de
aprendizagem de maquina em imagens
de alta resolucdo do satélite Landsat-8
apresenta elevada capacidade de
classificacao de areas cultivadas com
soja no oeste do Parana. Além disso,
tem-se que a) todos os algoritmos
apresentaram elevados valores de
Exatidao Global e Kappa, indicando que
todos podem ser utilizados para o
mapeamento de soja na safra de verao;
b) o algoritmo MANet (Model Averaged
Neural Network) apresentou maiores
valores de EG e Kappa; c) o algoritmo
ELM (Extreme Machine Learning)
apresentou os menores indices de
acurdacia entre os algoritmos estudados.
As técnicas adotadas neste estudo
demonstram vantagens na identificagdo
de pequenos talhdes de soja, em virtude
da média resolugdo temporal do satélite
e da qualidade dos algoritmos
empregados. As técnicas de
aprendizagem de maquina se
mostraram eficazes e ageis na tarefa de
mapeamento de culturas agricola e sua
aplicacao em escala estadual contribuira
no acompanhamento agricola
paranaense.
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