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Resumo: Objetivou-se prever da produtividade do café com modelos regressivos usando dados 
meteorológicos em diferentes tipos de solo. O trabalho foi realizado em 15 localidades produtoras de 
C.arabica do Paraná. Os dados climáticos foram coletados por meio da plataforma NASA/POWER de 
1989 e 2020 e os dados de produtividade do Coffea Arabica (sacas/ha) foram obtidos pela CONAB de 
2003 a 2018. Para o calcula da evapotranspiração de referência (ETo) foi utilizado o método de Penman 
e Monteith, e o balanço hídrico climatológico (BH) de Thornthwaite e Mather (1955). Na modelagem 
dos dados, foi utilizado a regressão linear múltipla, em que a produtividade do C.arabica foi a variável 
dependente e as variáveis independentes foram temperatura do ar, precipitação, radiação solar, déficit 
hídrico, excedente hídrico e armazenamento de água no solo. Modelos de regressão linear múltipla são 
capazes de prever a produtividade do cafeeiro arábica no estado do Paraná com dois a três meses de 
antecedência a colheita. O elemento meteorológico que mais influencia o cafeeiro é a temperatura 
máxima do ar, principalmente durante a formação do fruto (março). Temperaturas máximas do ar em 
março de 31.01°C reduzem a produção do cafeeiro. Os modelos podem ser usados para previsão da 
produtividade do cafeeiro arábica auxiliando no planejamento dos cafeicultores da região do norte do 
Paraná. 
Palavras-Chave: Coffea arábica; Temperatura do ar; Déficit hídrico. 
 
Abstract: The objective was to predict coffee productivity with regressive models using meteorological 
data on different types of soil. The work was carried out in 15 producing locations of C. arabica in Paraná. 
Climatic data were collected using the NASA / POWER platform from 1989 and 2020 and the Coffea 
Arabica productivity data (bags / ha) were obtained by CONAB from 2003 to 2018. For the reference 
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evapotranspiration calculation (ETo) it was used the Penman and Monteith method, and the 
climatological water balance (BH) of Thornthwaite and Mather (1955). In the modeling of the data, 
multiple linear regression was used, in which C.arabica productivity was the dependent variable and the 
independent variables were air temperature, precipitation, solar radiation, water deficit, water surplus 
and water storage in the soil. Multiple linear regression models are able to predict the productivity of 
Arabica coffee in the state of Paraná two to three months before harvest. The meteorological element 
that most influences the coffee tree is the maximum air temperature, mainly during the formation of the 
fruit (March). Maximum air temperatures in March of 31.01 ° C reduce coffee production. The models 
can be used to predict the productivity of Arabica coffee, assisting in the planning of coffee growers in 
the northern region of Paraná. 
Keywords: Coffea arábica; Air temperature; Water deficit. 
 

INTRODUÇÃO  

 

O cafeeiro é um arbusto de crescimento contínuo, pertencente à família das 

Rubiaceae (CARVALHO; CARVALHO; SOUZA, 2019; DA GAMA et al., 2017), sendo 

originário da Etiópia, em altitudes entre 1600 a 2000 m, tornando-se atualmente uma 

das commodities mais comercializadas no mundo (HAJJAR et al., 2019; WTO, 2020). 

As duas espécies mais cultivadas são C. arabica e C.canephora, presentes 

principalmente no Brasil, que representa 37% de toda produção mundial de café 

(VOLSI et al., 2019, ICO, 2020). A maior parte das lavouras de café arábica, se 

concentram nos estados de Minas Gerais, São Paulo, Espírito santo, Bahia e Paraná 

(IBGE, 2018).  

O estado do Paraná se localiza na região sul do Brasil e destaca-se por ser o 

maior produtor de café da região (SERRA, 2018). O rendimento médio do estado na 

safra de 2019 foi de 25,83 sc/ha (CONAB, 2019; HAMEED; HUSSAIN; SULERIA, 

2020) e conhecer esse valor antecipadamente por meio de previsões é útil para o 

planejamento agrícola (BARBOSA et al., 2020). No Brasil para realizar a previsão da 

produtividade agrícola é utilizado um sistema baseado em opiniões de técnicos e 

economistas das áreas, o que acaba tornando-se um método subjetivo, tendo em vista 

que não permite uma análise quantitativa dos erros envolvidos (MORETO; ROLIM, 

2015); (ROSA et al., 2010). Uma alternativa é a utilização de modelos de regressões 

para estimar o desenvolvimento e produtividade das culturas agrícolas (JAYAKUMAR; 
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RAJAVEL; SURENDRAN, 2016; MERLE et al., 2020).                                                                                                                               

Uma forma de melhorar as estimativas de produtividade é com a utilização de 

variáveis climáticas nos modelos de previsão (CAMARGO et al., 1999; IIZUMI et al., 

2018). O clima influencia diretamente e indiretamente a agricultura, sendo o principal 

responsável por baixas e altas produções (LÄDERACH et al., 2017; MONTEIRO et 

al., 2017). Dentre os elementos climáticos, a temperatura do ar e a precipitação 

apresentam maior influência no desenvolvimento do cafeeiro (DAMATTA et al., 2018; 

DOORENBOS; KASSAM, 1979; TAVARES et al., 2018) 

 A faixa ideal de temperatura do ar para o cafeeiro situa-se entre 19 a 22°C, 

sendo que temperaturas do ar superiores a 25°C podem acarretar em amarelecimento 

das folhas, além de propiciar condições ideais para a incidência de diversa pragas e 

doenças (ACEVES-NAVARRO et al., 2020; MUHARAM et al., 2017; RODRIGUES et 

al., 2018). A água pode ser considerada o elemento fundamental para a sobrevivência 

das plantas (HERNANDEZ-ESPINOZA; BARRIOS-MASIAS, 2020), pois atua em 

diversos processos metabólicos (SANCHES et al., 2019). Sendo assim, o cafeeiro 

apresenta uma exigência para precipitação pluvial de 1200 a 1800 mm anuais bem 

distribuídos durante o ano (CARR, 2001). O estresse hídrico pode reduzir 

drasticamente a produção do cafeeiro, pois acarreta no fechamento dos estômatos, 

reduzindo a taxa fotossintética da planta (TAIZ, L et al., 2017); (RIBEIRO et al., 2018).  

O conhecimento prévio da produtividade auxilia os cafeicultores, facilitando 

suas tomadas de decisão e o planejamento para a colheita futura, evitando custos 

desnecessários e perdas durante a colheita (BROWN et al., 2018). No Brasil diversos 

trabalhos de estimativa de produtividade são encontrados na literatura (MARTINS et 

al., 2018; MONTEIRO et al., 2017; PAGANI et al., 2017), porém são raras as previsões 

que usam os elementos climáticos. Com isso, o objetivo desse trabalho foi prever a 

produtividade do café com modelos regressivos usando dados meteorológicos em 

diferentes tipos de solo. 
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MATERIAL E MÉTODOS 

 

O estudo foi realizado no estado do Paraná, correspondendo a 199.315 km². 

O tipo climático segundo o método Köppen predominante no estado é o Cfa (Úmido 

subtropical, clima oceânico) (APARECIDO et al., 2016). Foram utilizadas séries 

históricas de dados climáticos de 15 anos (2003 - 2018) dos 15 municípios do estado, 

de modo que apresentam alta produção de C. arabica (IBGE, 2018) (Figura 1).   

Os dados climáticos foram obtidos pela plataforma National Aeronautics and 

Space Administration/Prediction of World Wide Energy Resources – NASA/POWER 

(STACKHOUSE et al., 2015). Os elementos coletados foram precipitação 

pluviométrica (mm), temperatura do ar máxima e mínima (°C), umidade relativa (%), 

velocidade do vento (m s-1) e radiação solar (MJ m-2 d-1). Os dados de produtividade 

do Coffea Arabica (sacas/ha) foram obtidos pela CONAB (2019) de 2003 a 2018.  

Figura 1. Localidades utilizadas neste trabalho e tipos de solos presentes no estado do Paraná. 
1.Apucarana, 2. Assaí, 3.Astorga, 4.Cianorte, 5.Cornélio Procópio, 6.Faxinal, 7.Ibaiti, 8.Ivaiporã, 

9.Jacarezinho, 10.Londrina, 11.Maringá, 12.Paranavaí, 13.Porecatu, 14.Umuarama, 15.Wenceslau 
Braz 

 

Fonte: Próprio do autor 
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Para o cálculo da evapotranspiração de referência (ETo) foi utilizado o método 

de Penman e Monteith (ALLEN, et al., 1998), conforme as Equações 1-4. 

𝐸𝑇𝑜 =  
0.408 × 𝑠 ×(𝑅𝑛 − 𝐺)+

𝛾×900×𝑢2×(𝑒𝑠−𝑒𝑎)

𝑇+273

𝑠+𝛾×(1+0.34×𝑢2)
                                                                   (1) 

𝑠 =
4098×𝑒𝑠

(𝑇+273)2                                                                                                               (2) 

𝑒𝑎 =  
𝑅𝐻 × 𝑒𝑠

100
                                                                                                             (3) 

𝑒𝑠 = 0.6108 × 𝑒
17.27×𝑇

237.3+𝑇                                                                                             (4) 

em que 𝑅𝑛 é a radiação líquida (MJ m-2 day-1); 𝑅𝐻 é umidade relativa; 𝐺 é o fluxo de 

calor no solo igual a 0 (MJ m-2 day-1); 𝑇é a temperatura do ar (°C); 𝛾 é a constante 

psicométrica igual a 0,063 kPa °C-1; 𝑠 é a declividade da curva da pressão de vapor 

versus temperatura (kPa °C-1); 𝑢2 é a velocidade do vento (m s-1) na altura de 2 m; 𝑒𝑠 

é a pressão da saturação de vapor (kPa); 𝑒𝑎 é a pressão de vapor atual (kPa). 

O balanço hídrico climatológico (BH) foi calculado pelo método de Thornthwaite 

e Mather (1955). Nós utilizamos uma capacidade de água disponível (CAD) de 100 

mm para todas as localidades (BORTOLOTTO et al., 2011; DUARTE; SENTELHAS, 

2020). Os cálculos do balanço hídrico estão descritos nas Equações 5 a 10. 

𝑖𝑓  (𝑃 − 𝑃𝐸𝑇)𝑖 < 0 = {
𝑁𝐴𝐶𝑖 = 𝑁𝐴𝐶𝑖−1 + (𝑃 − 𝑃𝐸𝑇)𝑖 . 𝑠

𝑆𝑇𝑂𝑖 =  𝑊𝐶𝑒
(NAC𝑖)

𝑊𝐶  . 𝑠
 (5) 

𝑖𝑓  (𝑃 − 𝑃𝐸𝑇)𝑖 ≥ 0 = {
𝑆𝑇𝑂𝑖 = (𝑃 − 𝑃𝐸𝑇)𝑖 + 𝑆𝑇𝑂𝑖−1 , 𝑖

𝑁𝐴𝐶𝑖 =  𝑊𝐶𝑙𝑛
(STO𝑖)

𝑊𝐶  , 𝑖
 (6) 

𝐴𝐿𝑇𝑖 = 𝑆𝑇𝑂𝑖 − 𝑆𝑇𝑂𝑖−1 (7) 

𝐴𝐸𝑇𝑖 = {
𝑃 + |𝐴𝐿𝑇𝑖| , 𝑖𝑓 𝐴𝐿𝑇 < 0

𝑃𝐸𝑇𝑖 , 𝑖𝑓 𝐴𝐿𝑇 ≥ 0
 (8) 

𝐷𝐸𝐹 = 𝑃𝐸𝑇 − 𝐴𝐸𝑇 (9) 
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𝑆𝑈𝑅𝑖 = {
0 , 𝑖𝑓 𝑊𝐶 < 0

(𝑃 − 𝑃𝐸𝑇)𝑖 − 𝐴𝐿𝑇𝑖 , 𝑖𝑓 𝑊𝐶 = 0
 (10) 

onde AWC é a capacidade de armazenamento de água do solo (mm), SWS é 

o armazenamento de água no solo (mm), SUR é o excedente hídrico (mm), DEF é o 

déficit hídrico no sistema solo-planta-atmosferas (mm), NAC é o número de 

acumulados negativos, P é a precipitação pluvial (mm), ETo é a evapotranspiração 

potencial (mm), ETR é a evapotranspiração real (mm), ALT é a alteração no 

armazenamento de água do solo (mm), e i é o número de meses. 

A produtividade do C. arabica foi estimada por meio de um modelo de regressão 

linear múltipla (RLM), em função das variáveis, temperatura mínima do ar (TMin), 

temperatura máxima do ar (TMax), precipitação pluviométrica (P), radiação solar (QJ), 

armazenamento de água no solo (SWS), déficit hídrico (DEF) e excedente hídrico 

(EXC) , sendo estas as variáveis independentes e a produtividade do C. arabica a 

variável dependente (Equação 12). O período das variáveis utilizadas foi de janeiro-

abril do ano produtivo de acordo com Aparecido et al., (2018) 

𝑌 = 𝛽𝑜 + 𝛽1𝑋1 + 𝛽2𝑋2+. . . +𝛽𝑖𝑋𝑖 + 𝑒𝑖     (12) 

onde Y é a variável dependente ou prevista; X1, X2, X3, ..., Xi são as variáveis 

independentes e βo, β1, β2, β3, ..., βi, são os coeficientes de regressão. Assim, a partir 

de um conjunto de n valores da variável Y, associados às n observações 

correspondentes das i variáveis independentes pode-se definir os coeficientes da 

regressão pelo método dos mínimos quadrados. 

A seleção do melhor modelo calibrado foi realizada utilizando-se índices 

estatísticos de precisão e acurácia. A precisão foi avaliada pelo coeficiente de 

determinação ajustado (R² ajustado) (Equação 13), sendo esta a capacidade do 

modelo de repetir a estimativa, já a acurácia foi avaliada pelo Erro Quadrático Médio 
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(RMSE) (Equação 14), demonstrando o quanto a estimativa está próxima do valor real 

(CORNELL; BERGER, 1987). 

 

𝑅² 𝑎𝑑𝑗 = [1 −
(1−𝑅²)×(𝑁−1)

𝑁−𝑘−1
]                                                                                                 (13) 

𝑅𝑀𝑆𝐸 =  √∑ (𝑦𝑒𝑠𝑡𝑖− 𝑦𝑜𝑏𝑠𝑖)
2𝑁

𝑖=1

𝑁
                                                                                     

(14) 

onde 𝑦𝑒𝑠𝑡𝑖
 é a variável estimada, 𝑦𝑜𝑏𝑠𝑖

 é a variável observada, 𝑁 é o número de pontos 

de dados e 𝑘 é o número de variáveis independentes na regressão. 

A partir dos resultados dos modelos calibrados da estimativa da produtividade 

do C. arábica, os dados foram interpolados para a região norte estado do Paraná, 

utilizando o sistema de informações geográficas (SIG),  e usando o método de 

krigagem (KRIGE, 1951), com o modelo esférico, um vizinho e resolução de 0,25°. 

RESULTADOS E DISCUSSÃO (OU OUTRO TÓPICO) 

 

A dinâmica hídrica das localidades foi semelhante, apresentando maior 

umidade em janeiro e fevereiro e seca durante o agosto e setembro (Figura 2). O 

excedente hídrico (EXC) anual médio das localidades foi de 487.16 (+-79,37) mm, 

sendo 30% do volume concentrado apenas em janeiro e fevereiro. O déficit hídrico 

(DEF) apresentou uma média anual de 290,03 (+-43.95) mm, 57.83 mm distribuídos 

apenas em agosto e setembro. O DEF é um dos elementos climáticos que mais 

influencia o desenvolvimento das culturas agrícolas (ABRECHT; CARBERRY, 1993; 

CAMARGO, 2010; RAPOPORT et al., 2012)   

Dentre as localidades Apucarana, Faxinal e Ivaiporã apresentaram os maiores 

volumes de EXC, com médias de 577.75 mm; 582,09 mm e 633.24 mm, 

respectivamente (Figura 2 AGH). Já Paranavaí (Figura 2 N), destaca-se por possuir o 

https://doi.org/10.48075/ijerrs.v3i1.26255


 

https://doi.org/10.48075/ijerrs.v3i1.26255    IJERRS -  ISSN 2675 3456 - V.3, N.1, 2021    p. 145 

maior DEF entre as localidades, com acúmulo anual de 422.34 aproximadamente três 

vezes acima do recomendado para o cultivo do cafeeiro arábico. Essa localidade 

apresenta um rendimento médio em 2018 e 2019 de 19.75 sc ha-1, 37.97% abaixo da 

média nacional (CONAB, 2019), devido ao impacto negativo do DEF sobre o 

desenvolvimento do cafeeiro (SESSA FIALHO et al., 2010). 

Figura 2 - Balanço Hídrico das 15 localidades utilizadas neste trabalho. Legenda 
A).Apucarana, B) Assaí, C) Astorga, D) Cianorte, E) Cornélio Procópio, F) Faxinal, G) Ibaiti, H) 

Ivaiporã, I) Jacarezinho,  J) Londrina, K) Maringá, L) Paranavaí, M) Porecatu, N) Umuarama, O) 
Wenceslau Braz. 
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Fonte: Próprio do autor 

 
Os modelos foram separados para cada tipo de solo das regiões estudadas. A 

maior parte das localidades apresentou solo do tipo latossolo (Figura 1), os modelos 

calibrados para essas localidades apresentaram a melhor acurácia entre os tipos de 

solo, com média de RSME de 2.68 sc há-1 e uma média para R²adj de 0,51 (Tabela 

1). Os modelos calibrados para as localidades que possuem o tipo argissolo 

demonstraram os maiores RSME com valores de 6.47 sc há-1. As duas localidades 

que apresentam o tipo de solo nitossolo também teve bom desempenho, com média 

de R²adj e RSME de 0.55 e 4.27 sc há-1. O desempenho dos modelos foi superior 

aos calibrados por Jayakumar et al. (2016), para a o estado de Kerala, Índia. 

Os melhores modelos calibrados para cada tipo de solo foram para as 

localidades de Ibaiti (argissolo), Paranavaí (latossolo) e Cornélio Procópio (nitossolo), 

com média para R²adj de 0.83, 0.82 e 0.65, respectivamente e RSME 3.24 sc ha-1, 

1.45 sc ha-1 e 3.74 sc ha-1 (Tabela 1). Esses modelos demonstraram bons resultados 

para o teste realizado com dados de 2015 a 2018, com média para R²adj de 0.84, 0.90 

e 0.87, respectivamente. Esses 3 modelos evidenciaram que a temperatura máxima 

(TMAX) é uma variável de grande importância, sendo que para Ibaiti foi a TMAX de 

janeiro (época fenológica de expansão e formação do grão), pará Paranavaí TMAX 

de fevereiro (formação do grão) e TMAX de abril (maturação do café) para Cornélio 

Procópio. A TMAX foi a variável com maior coeficiente nos modelos com valores de -

9.11, -1.83 e -1.23, respectivamente, demonstrando uma influência negativa na 

produtividade do café, como também relatado por Craparo et al. (2015), os autores 

destacam que o aumento de 1°C na temperatura média anual resultará em perdas de 

137 (+-16.87) kg ha-1. 

Todos os modelos foram capazes de prever o rendimento do cafeeiro com dois 

meses de antecedência à colheita, com exceção de Umuarama, Astorga, Faxinal, 

Ivaporã e Porecatu que podem prever o rendimento do café com três meses de 

antecedência. Segundo Aparecido et al. (2017) esses resultados são muito 
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satisfatórios para previsão do rendimento do cafeeiro, podendo ser utilizados nestas 

localidades, auxiliando os cafeicultores com sua tomada de decisão. Kogan et al. 

(2013) conseguiram prever o rendimento da cultura do trigo (Triticum sp.), também 

com três meses de antecedência a colheita, e destacaram que esse é um período 

essencial para o planejamento das operações da colheita como pós-colheita.  

Tabela 1. Modelos calibrados para estimativa da produtividades do C.arabica para as 15 
localidades produtoras de café. 

REGION MODELS CALIBRATION TEST FORECASTING 

  

RSME 
(sc ha-

1)   

R² 
ADJ 

RSME 
(sc ha-

1)   

R² 
ADJ 

MONTHS 

Argissolo 

Cianorte  
1.16ARMMAR - 0.29TMaxMAR - 0.73DEFMAR - 0.3TMaxABR + 

0.1TMaxFEV - 77.50 
3.51 0.48 5.70 0.01 2 

Ibaiti  
-3.68TMinAPR + 0.55TMaxFEV + 0.94QRFEV – 0.15PJAN – 

9.11TMaxJAN + 342.72 
3.06 0.83 3.24 0.66 2 

Jacarezinho  
0.07PJAN + 1.23QGJAN – 0.08EXCJAN – 1.74TMinAPR – 

2.25TMaxAPR + 85.09 
4.63 0.60 4.23 0.40 2 

Umuarama  
0.82SWSMAR + 0.44DEFMAR + 0.12TMaxMAR + 0.04PMAR + 

0.01PFEV – 66.57 
2.78 0.75 5.96 0.84 3 

Wenceslau 
Braz  

0.76QGJAN + 0.04PJAN – 8.15TMaxAPR + 4.05TMaxMAR – 
0.05EXCJAN + 111.82 

4.70 0.61 13.21 0.07 2 

AVERAGE   3.73 0.65 6.47 0.39   

Latossolo 

Apucarana  
-0.82TMinAPR – 1.26DEFFEV – 0.87TMaxAPR – 1.75TMaxFEV – 

1.54SWSFEV + 257.20 
3.27 0.66 3.37 0.73 2 

Assaí  
-1.32DEFFEV – 1.01SWSFEV + 0.35TMinAPR + 4.88TMaxFEV – 

1.23TMaxAPR + 12.60 
2.23 0.82 6.23 0.02 2 

Astorga  
0.05PMAR + 2.09TMaxFEV – 0.30DEFFEV - 0.08SWSFEV + 

0.12DEFMAR – 40.06 
1.69 0.56 4.88 0.02 3 

Faxinal  0.47DEFFEV – 0.61SWSFEV – 0.70QGMAR – 0.09DEFJAN + 93.13 2.37 0.25 5.17 0.61 3 

Ivaiporã  
-1.33TMaxFEV + 0.02DEFMAR – 0.22TMaxMAR + 0.02QGFEV + 

1.18TMaxJAN + 25.51 
2.27 0.33 9.18 0.04 3 

Londrina  -4.90TMinAPR + 1.92QGJAN – 0.43DEFJAN + 2.77TMaxAPR – 6.30 3.33 0.50 3.61 0.33 2 

Maringá  -1.55TMinAPR + 0.05QGJAN + 48.70 5.51 0.09 7.17 0.43 2 

Paranavaí  
7.08TMinAPR + 1.34SWSFEV -6.04TMaxFEV – 1.83TMaxAPR – 
0.34EXCFEV + 1.36DEFFEV -2.81QGFEV + 12.58TMaxMAR + 

0.01PAPR + 0.53PFEV – 415.74 
0.78 0.89 1.45 0.90 2 

AVERAGE   2.68 0.51 5.13 0.39   

Nitossolo 

Cornélio 
Procópio  

-1.19DEFFEV – 1.21SWSFEV – 0.03EXCJAN – 0.01PJAN – 
0.32TMinAPR + 150.03 

3.28 0.65 3.74 0.87 2 

Porecatu  
0.06EXCFEV – 0.02PFEV + 1.09QGFEV + 0.15EXCMAR – 

0.03DEFFEV – 5.01 
3.98 0.45 4.79 0.05 3 

AVERAGE   3.61 0.55 4.27 0.46   

 Fonte: Próprio do autor 

CONSIDERAÇÕES FINAIS  
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Modelos de regressão linear múltipla são capazes de prever a produtividade 

do cafeeiro arábica no estado do Paraná com dois a três meses de antecedência a 

colheita. Os modelos calibrados para as localidades que apresentam argissolo, 

demonstram as maiores médias de acurácia, RSME de 2.68 sc ha-1.  

Os melhores modelos calibrados são para a localidade de Paranavaí 

(latossolo), com RSME de 0.78 sc ha-1 e R2adj de 0.89, e Ibaiti (argissolo) com RSME 

e R2adj de 3.09 sc ha-1 e 0.83, respectivamente. Paranavaí possui diferença média 

entre o rendimento real e estimado do cafeeiro de apenas 0.86 sc ha-1. Os modelos 

podem ser usados para previsão da produtividade do cafeeiro arábica auxiliando no 

planejamento dos cafeicultores da região. 
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